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~ Contexto: Lensing Gravitacional

Fendmeno de la curvatura

del espacio debido a una
distribucién de masa, el
resultado es el cambio en
la direccion de la luz

debido a esta curvatura.
Esto se observa como una

distorsién de la imagen de
la fuente.
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| Contexto: Lensing Gravitacional
| Weak Lensing:

e Caso particular del lensing
gravitacional donde se producen
distorsiones peguenas (nunca
arcos gravitacionales).

e Se utiliza un enfoque
necesariamente estadistico que
requiere el analisis de varias

decenas de miles de galaxias

fuente.




e Deep learning

e Clasificadores universales
e No lineales

e No interpretables

f(x)=mz+n

'Redes Neuronales (NN)

Backpropagation
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| Redes Neuronales (NN)
* e Deep learning
e Clasificadores universales

e No lineales
e No interpretables

Y en Imagenes?

f(x)=mz+n

Backpropagation

y X Funcion de
Pérdida

/X

Input




| Redes Neuronales Convolucionales (CNN) |
: e Permiten capturar caracteristicas en las imagenes
e Utilizan menos parametros logrando resultados similares a NN tradicionales




| Fases del Entrenamiento

Dataset

Train Validation

Datos que ingresan a la red durante el entrenamiento

Test

Seleccion vde modelo




| Objetivo Cientifico

observaciones de Weak Lensing.

IMAGEN EPSILON

e Determinar distribuciones de materia total (oscura + barionica) a partir de

e Obtener y comparar multiples soluciones a este problema.
e Determinar si los metodos clasicos son mas precisos y/o exactos que las NN.

IMAGEN KAPPA

T
TR
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Abstract

We introduce a novel method for reconstructing the projected matter distributions of galaxy clusters with weak-
lensing (WL) data based on a convolutional neural network (CNN). Training data sets are generated with ray-
tracing through cosmological simulations. We control the noise level of the galaxy shear catalog such that it
mimics the typical properties of the existing ground-based WL observations of galaxy clusters. We find that the
mass reconstruction by our multilayered CNN with the architecture of alternating convolution and trans-
convolution filters significantly outperforms the traditional reconstruction methods. The CNN method provides
better pixel-to-pixel correlations with the truth, restores more accurate positions of the mass peaks, and more
efficiently suppresses artifacts near the field edges. In addition, the CNN mass reconstruction lifts the mass-sheet
degeneracy when applied to our projected cluster mass estimation from sufficiently large fields. This implies that
this CNN algorithm can be used to measure the cluster masses in a model-independent way for future wide-field
WL surveys.




Paper de Referencia: Hong et al. 2021

e Objetivo: Reconstruir mapas de convergencia producidos por una distribucion
de galaxias fuente con elipticidades distorsionadas utilizando CNN.

e Datos: Mapas de convergencia generados a partir de una simulacion
cosmologica generada por el grupo Columbia Lensing.

e Pre-procesamiento: Se calculan las elipticidades correspondientes a la
convergencia generando asi los datos de input de la red.

e Resultado: Una herramienta que a partir de observaciones entrega el mapa de

convergencia, el cual se correlaciona directamente con la distribucion de masa

de las lentes que estan distorsionando la luz de las fuentes.
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g = g1+ 192 A : Matriz de Transformacion |
g : Shear reducido
| g| — g| : Médulo del shear reducido
— K k : Convergencia,
Y.. : Densidad Critica




vy=— | D(x—2")k(z')dx’
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~ AxGD,D,. ¢ : Elipticidades distorsionadas [
v : Shear -
g| : Modulo del shear reducido
g <1

 : Convergencia
gl > 1 Y. : Densidad Critica,

e : Elipticidades intrinsecas
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e Mapa de masa del cluster El Gordo.

e El valor de convergencia de la CNN es
consistente con lo esperado , > 0.4

e El valor maximo de KS93 es muy bajo.

e CNN resuelve mejor los peaks de masa.

| Paper de Referencia: Hong et al. 2021
: e KS93 genera ruido en la periferia.
e La CNN no genera el ruido.

e | a data observada no presenta este
ruido generado por KS93
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Generacion del Dataset

e Obtenemos a partir de las imagenes
de mapas de convergencia los peaks

utilizando LensTools.

e Recortamos imagenes de centradas en
estos peaks.

e Luego con estas calculamos las
elipticidades y obtenemos los inputs.

Imagen de la simulacion <
utilizada para los recortes
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Solucion como baseline

Prediction

21 |




-

X

Conclusiones
53 e Se espera obtener distintas soluciones al problema planteado. 3
- +| e Sebusca comparar los distintos métodos con el fin de identificar los |
SRR MAas precisos y exactos. =
d,f_::".f? e Como ya comprobo Hong et al. 2021 los metodos de NN superan al |- -°
aseline KS93, se busca estudiar si se puede superar este nuevo ,,,
aseline con multiples metodos. |
| e Se busca promover la integracion entre el mundo de la ciencia de ij‘,—’""'__-_
atos y la astrofisica como un medio para incentivar el desarrollode | =
. esta nueva ciencia por parte de estudiantes. et
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